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Abstract

This paper describes a new neural network model applied to classifying the risk of low back
disorders presented by certain lifting jobs. The neural network obtained can be used by the
ergonomist as a diagnostics system, enabling jobs to be classified into two categories (low-
risk and high-risk) according to the associated likelihood of causing low back disorders. This
system provides a higher proportion of correct classifications (81.6%) than other previous
models.

The development process of neural networks for classification problems and the influence of
network architecture on its prediction and generalisation capabilities are analysed. So it is the
phenomenon of overfitting and its relationship to the number of network connections and the
size of the training data set. The new approach uses complex architecture networks and
procedures for avoiding overfitting. It is compared with previous works and its results and
advantages over them are discussed. The neural network obtained has been implemented in
a software application focused on risk analysis and prevention of the injuries caused by tasks
involving manual lifting in the industrial environment.
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Resumen

Se presenta un modelo basado en redes neuronales para la prediccién del riesgo de
padecer trastornos musculo-esqueléticos asociado a puestos de trabajo con tareas de
levantamiento de carga. EI modelo resulta Gtil al ergbnomo como sistema de diagnostico,
permitiendo clasificar los puestos de trabajo en dos categorias (alta y baja) en funcion del
riesgo de provocar trastornos musculo-esqueléticos en la parte baja de la espalda. La
proporcion de clasificaciones correctas de este sistema es superior a los de otros modelos
alcanzando el 81,6%.

Se analiza el proceso de desarrollo de redes neuronales para problemas de clasificacién, las
implicaciones de la arquitectura de la red en su capacidad de prediccion y generalizacion, el
fendmeno del sobre-entrenamiento y su relacion con el nimero de conexiones de la red y el
tamano del set de datos de entrenamiento. El enfoque de este trabajo, basado en el uso de
redes de arquitectura compleja y procedimientos para evitar el sobre-entrenamiento, es
comparado con trabajos precedentes y sus resultados y ventajas respecto a estos son
discutidos. La red neuronal obtenida ha sido implementada en un software util en el andlisis
del riesgo y la prevencion de las lesiones debidas al manejo de cargas en entornos
industriales.
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1. Introducciéon

Los modelos matematicos que permiten predecir la aparicion de trastornos musculo-
esqueléticos en la parte baja de la espalda (LBDs) a partir de datos obtenidos de estudios
epidemiolégicos son una herramienta de diagndéstico valiosa para los ergbnomos. Sin
embargo, el desarrollo de estos modelos no es una labor sencilla debido, por una parte, a la
dificultad de la obtencion de los datos, y por otra, a la dificultad de generar modelos
suficientemente precisos. Por ejemplo; aunque existen multiples estudios que tratan de
determinar qué factores de riesgo estan implicados en la aparicion de LBDs (Eldersa y
Burdorf, 2001; Magora, 1970; National Institute for Occupational Safety and Health, 1981;
Neumann et al., 2001a, 2001b; Okunribido, 2006), no existe pleno consenso en la literatura
respecto a cudles son los factores relevantes ni sobre la forma en que éstos interactian
para provocar el riesgo (Battie et al., 1990; Bigos et al., 1986; Dempsey, 1998; Marras et al,
1993, 1995). Por otra parte, la capacidad predictiva de los modelos matematicos esti
condicionada por la precision y la cantidad de los datos obtenidos en el trabajo de campo.
En general, es necesario tomar un gran nimero de muestras sobre el terreno y que las
mediciones sean realizadas con suficiente fiabilidad para que el modelo obtenido resulte
valido.

Los modelos mé&s comunmente empleados para desarrollar herramientas de diagnéstico que
predigan la aparicién de LBDs se basan en técnicas estadisticas (habitualmente regresiones
logisticas y modelos aditivos generalizados) (Marras et al, 1993, 1995; Dempsey et al.,
1995; Dempsey and Westfall, 1997) o en redes neuronales artificiales (ANNs) (Karwowski et
al., 1994; Nussbaum y Chaffin, 1996; Zurada et al. 1997; Chen et al., 2000, 2004). En estos
estudios la capacidad predictiva de los modelos basados en ANNs es mayor que la de los
basados en métodos estadisticos para el problema de los LBDs. Sin embargo, esto no
implica que las ANNs sean superiores a las técnicas estadisticas tradicionales (Sarle, 1997)
y, en general, cada método estadistico es equivalente a algun tipo de ANN (Bishop, 1995).
No obstante, el empleo de las ANNs se esta generalizando, mas que por su superioridad
para la modelizacién, por su forma mas comoda y conveniente de abordar el problema y por
su mayor simplicidad y rapidez en el cédmputo de los valores predichos (Sarle, 1997).
Independientemente de la forma de obtencion de un modelo para predecir la aparicion de
LBDs, su validez dependera de los factores de riesgo considerados y de la cantidad y
precisién de los datos disponibles para relacionar esos factores con el nivel de riesgo
realmente existente.

Para obtener una ANN adecuada para clasificar los puestos de acuerdo con su riesgo de
provocar LBDs es necesario determinar cudles de las variables experimentales recogidas
en el trabajo de campo resultan significativas y, por tanto, deben ser empleadas como
entradas al modelo. Ademas, es necesario establecer la arquitectura de la red mas
conveniente, es decir, el nimero de capas de neuronas que la conforman, el nUmero de
neuronas por capa, la funcién de activacion de las neuronas, y establecer la regla de
aprendizaje a emplear, los pesos iniciales de las conexiones sinapticas, y otros pardmetros
gue condicionaran en gran medida la validez del modelo obtenido. Sin embargo, no existe
un procedimiento sistemético que permita establecer las caracteristicas de la red mas
adecuadas para el problema que se quiere resolver, y aunque se conocen ciertas reglas
genéricas sobre cémo afectan las caracteristicas de la red a su comportamiento, en general
es dificil justificar la eleccion de una arquitectura determinada.

Zurada et al. (1997) desarroll6 un modelo para predecir la aparicién de LBDs a partir de
cinco variables que representaban factores de riesgo, basandose en datos experimentales
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recogidos en Marras et al. (1993). Posteriormente, en Chen et al. (2000), y empleando los
mismos datos experimentales, se usa un procedimiento heuristico que trata de determinar
cuales de las 5 variables de los puestos de trabajo analizados en Marras et al. (1993)
resultan realmente significativas en el modelo neuronal, y cuales pueden ser eliminadas.
Este procedimiento determina, ademas, el nimero adecuado de neuronas en la Unica capa
oculta del modelo. Los mismos autores, en Chen et al. (2004) presentan un nuevo
procedimiento que permite obtener resultados similares con un set de datos méas reducido o
incompleto.

En los estudios anteriores los autores trataron de emplear ANNs con pocas heuronas y con
una Unica capa oculta para evitar el overfitting. El overfitting (también denominado
overtrainning) tiene lugar cuando el modelo captura el ruido estadistico de los datos en lugar
de la sefal subyacente (Sarle, 1997), es decir, el modelo comienza a memorizar las
respuestas adecuadas a cada patron de entradas en lugar de aprender las relaciones entre
las entradas y las salidas. Cuando esto ocurre, el modelo produce resultados muy precisos
con los datos empleados para entrenar a la red, pero es incapaz de generalizarlos a nuevos
casos. En general, este fenbmeno aparece cuando el nimero de conexiones internas de la
red es excesivamente grande en comparacion con el tamafio del set de datos de
entrenamiento disponible. Reduciendo el nimero de neuronas se reduce el nimero de
conexiones entre ellas, por lo que es menos probable el overfitting. Como contrapartida,
disminuir el tamafio de la red disminuye su capacidad para establecer con precision las
relaciones entre las entradas y salidas del modelo. Por otra parte, una red con un gran
namero de elementos de proceso tiene una mayor tolerancia a fallos como la presencia de
ruido en los datos de entrada, o la desconexion de alguno de los enlaces de la red.

Existen procedimientos para evitar el overfitting manteniento un tamafo de red grande que
permita un alto grado de generalizacién y una alta tolerancia a fallos. El objetivo del presente
trabajo es doble: por un lado obtener un modelo basado en ANNs que permita clasificar los
puestos de trabajo de acuerdo a su riesgo de provocar LBDs cuyos resultados mejoren los
de trabajos previos, y por otro, comprobar que el empleo de ANNs con un nimero grande de
elementos de proceso puede alcanzar un elevado ajuste y un mayor grado de
generalizacion que una red de menor tamafio si se emplean los mecanismos adecuados
para evitar el overfitting. La ANN obtenida como resultado de este trabajo es una red de
topologia compleja, con dos capas ocultas y un namero elevado de enlaces entre las
neuronas en relacién al nimero de patrones de entrenamiento disponibles, que proporciona
mejores resultados que la de trabajos precedentes.

En las secciones siguientes se exponen las bases de funcionamiento y desarrollo de las
ANNSs, se aborda el problema del overfitting, se muestra la aplicacion de las ANNs al
problema los LBDs en trabajos previos, se presenta el procedimiento seguido y el modelo
desarrollado en este trabajo y, por ultimo, se presentan y discuten los resultados.

2. Redes Neuronales Artificiales

Una ANN es un modelo matematico cuyo funcionamiento se inspira en el modo de operar de
las redes neuronales naturales. Se trata de sistemas adaptativos distribuidos construidos
mediante multiples elementos de procesamiento interconectados. Las ANNs son empleadas
en muchos campos de investigacion (psicologia, robotica, biologia, informatica...) (Marren et
al., 1990; Principe et al., 2000) debido a su capacidad para adaptarse, aprender, generalizar
0 organizar y clasificar datos.

En las FeedForward Neural Networks (FNN) los elementos de proceso (neuronas) estan
distribuidos en diversas capas (Figura 1). La primera capa es denominada capa de entrada,
la Ultima, capa de salida, y las intermedias, capas ocultas. Generalmente, cada elemento de
procesamiento recibe sefales procedentes de las neuronas de la capa precedente a través
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de las conexiones y las transmite a las neuronas de la capa siguiente tras procesarlas. El
namero de capas y la forma en que las neuronas estan conectadas determinan la
arquitectura de la red.

Las sefiales de entrada (is, iz, ..., in) SONn los valores de las variables que representan un
caso del fenbmeno que se quiere modelizar. Las entradas son recogidas por la capa de
entrada que las transmiten a las neuronas de la primera capa oculta a través de los enlaces.
Las sefiales son escaladas en cada enlace en funcion de un pardmetro ajustable
denominado peso asociado a cada conexién entre neuronas. Habitualmente el peso inicial
de cada enlace es establecido aleatoriamente. Cada neurona de la primera capa oculta
recoge las sefiales de las conexiones, las suma, y produce una salida que es funcién del
sumatorio de las sefiales recibidas. Las funciones mas cominmente empleadas son
sigmoides, tangentes hiperbdlicas y versiones lineales de estas Ultimas. Las sefiales
recorren la red desde la capa de entrada hasta la capa de salida, en la que se recoge la
respuesta de la red a las entradas presentadas (04, 0z, ..., Op).

Las redes de aprendizaje supervisado son capaces de aprender las relaciones entre las
entradas y las salidas mediante la presentacion reiterada de datos de entrada y los valores
de las correspondientes salidas. Una vez entrenadas, pueden generalizar estas relaciones
a nuevos casos no vistos anteriormente. El proceso de entrenamiento consiste en presentar
a la red un numero suficiente de casos en la entrada y los valores deseados en las salidas.
La salida obtenida por la red en cada caso es comparada con la salida deseada,
calculandose el error cometido por la red. Una vez calculado el error, los pesos de las
conexiones entre las neuronas son modificados segun el algoritmo de entrenamiento
escogido. Este proceso se repite hasta que se alcanza un criterio previamente establecido,
por ejemplo, que se alcance una cota superior en el error o que el error deje de decrecer.
Los algoritmos de entrenamiento modifican los pesos de las conexiones entre las neuronas
tratando de minimizar el error cometido por el modelo. Aunque existen diferentes algoritmos
de entrenamiento aplicables a diversos tipos de redes, el tipo mas cominmente empleado
para entrenar las FNN es el Back-Propagation (BP) (Rumelhart y McClelland, 1986).
Basicamente, el algoritmo BP funciona de la siguiente forma: calculado el error cometido por
la red ante una determinada entrada, los pesos de las conexiones entre las neuronas de la
Ultima capa oculta y la capa de salida son modificados en funcién del grado en que dicha
conexién ha contribuido a la generacion del error. Este procedimiento se lleva a cabo con
cada capa hasta llegar a la capa de entrada.

Figura 1: Ejemplo de la estructura de unared neurona

Salidas

Onm

Capa de entrada Capa oculta Capa oculta Capa de salida

El BP es un procedimiento de gradiente descendiente que, idealmente, requeriria que las
variaciones en los pesos de las conexiones fueran infinitesimales. De forma practica se
emplea un pardmetro, la tasa de apredizaje, que determina la magnitud de las variaciones
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de los pesos. La tasa de apredizaje debe ser escogida cuidadosamente, una tasa
excesivamente pequefia prolongaria el tiempo necesario para lograr la convergencia y una
tasa demasiado alta provocaria la oscilacién del algoritmo. Para evitar las oscilaciones se
emplea otro pardmetro, el momentum, que proporciona al algoritmo cierta inercia. El
momentum hace que los cambios de los pesos sean dependientes de las magnitudes de los
cambios en iteraciones precedentes.

2.1 Proceso de desarrollo de redes neuronales

El desarrollo de un modelo basado en FNN para resolver un problema de clasificacién
comienza determinando las variables que, a priori, parecen influir en el fenébmeno que se
quiere modelizar. Los datos recogidos deben incluir los valores de las variables
independientes y el resultado esperado para cada caso. El conjunto de datos es separado
habitualmente en dos grupos, el set de entrenamiento y el set de test. El primer set sera
empleado para entrenar la red neuronal y el segundo para validar que la red ha sido
entrenada convenientemente, y que es capaz de generalizar las relaciones entre las
entradas y las salidas, proporcionando la respuesta deseada a nuevos casos no empleados
durante el proceso de entrenamiento. Es necesario disponer de un numero elevado de
casos para el entrenamiento de la red, y en ellos deben estar representados todos los
posibles patrones del problema. En caso contrario, la red neuronal no sera capaz de
determinar algunas de las relaciones entrada-salida, y aunque se obtuvieran buenos
resultados con los datos de entrenamiento estos no serian generalizables a los datos de
test.

Una vez establecidos los sets de entrenamiento y test es necesario determinar la
arquitectura de la FNN. El tamafio de la red (nUumero de capas ocultas y de neuronas por
capa) influye en la capacidad de generalizacion del modelo. Establecer el nimero adecuado
de neuronas es un gran problema para el que no existe un procedimiento sistematico,
aunqgue existen algunas reglas simples como la de Masters (1993) que recomienda que el
ndamero minimo de neuronas ocultas sea Int[(i x 0)1/2], donde i es el nUmero de entradas a
la red y 0 es el nimero de salidas. En general se suele comenzar probando redes con pocas
neuronas e ir aumentando el tamafo de la red hasta conseguir un resultado adecuado. El
namero de variables independientes y dependientes determina el nimero de neuronas de
las capas de entrada y salida. En las capas ocultas el nUmero adecuado dependera del
namero de variables independientes y dependientes del problema, de la cantidad de datos
disponibles para el entrenamiento y de la calidad de los mismos, de la complejidad de las
relaciones entre los patrones de entrada y salida, del tipo de funcién de activacion de las
neuronas y del algoritmo de entrenamiento empleado (Sarle, 1997). Un numero elevado de
elementos de proceso incrementa la velocidad de convergencia y disminuye el error durante
el entrenamiento, pero éste puede ser mucho mayor en la fase de test debido al overfitting.
Por otra parte, un nimero excesivamente pequefio de elementos de proceso, sobre todo si
la funcién que se pretende aproximar es compleja, puede provocar un mayor error en el
entrenamiento y unos pobres resultados en el test (underfitting).

El nimero conveniente de capas ocultas de la red dependera en gran medida de la funcion
que se pretende aproximar y de las funciones de activacion que se empleen en las
neuronas. Para funciones objetivo complejas es util emplear varias capas ocultas para lograr
una mayor aproximacion (Sarle, 1997). Una red con varias capas puede ajustar con mas
precision una funcién que una red con una Unica capa oculta, pudiendo emplear un menor
namero de enlaces en funcion del nimero de neuronas en cada capa. Como contrapartida,
una red con varias capas ocultas puede quedar atrapada mas facilmente en minimos
locales, pudiendo necesitar de algin procedimiento de optimizacién global o realizar varias
inicializaciones aleatorias. En general, una FNN con dos capas ocultas es un aproximador
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universal que puede generalizar cualquier relacion entre las entradas y las salidas (Principe
et al., 2000; Sontag, 1992).

2.2 Evitando el overfitting

El problema del overfitting no es particular de las ANNs y puede ocurrir también en los
modelos de regresién. Obviamente el objetivo de la generacién de un modelo neuronal o
estadistico es lograr la generalizacion de los resultados, y un modelo que es capaz de
ajustarse correctamente a los datos de entrenamiento, pero que no es capaz de generalizar
el ajuste a nuevos casos no resulta de utilidad. La forma mas comun de evitar el overfitting
es mantener el tamafio de la ANNs lo mas pequefio posible, es decir, con un nimero
pequefio de neuronas, lo que conlleva que el nimero de conexiones entre ellas sea
pequefio. Algunos autores recomiendan establecer el nimero de neuronas ocultas como
una funcion del nimero de entradas y salidas o de la cantidad de datos de entrenamiento
disponibles (Berry y Linoff, 1997; Masters, 1993; Nelson y lllingworth, 1991), pero este tipo
reglas no consideran factores importantes como la complejidad de las relaciones entre las
entradas y las salidas. En otros casos se recomienda que el nimero de conexiones entre
neuronas no supere cierto valor dependiente del nimero de patrones de entrenamiento
disponibles. Por ejemplo, Masters (1993) recomienda que el nimero de conexiones entre
neuronas no exceda la mitad del de patrones de entrenamiento disponibles. Estas reglas
genéricas pueden resultar Utiles para evitar el overfitting, pero pueden limitan la capacidad
del modelo para determinar con un buen grado de ajuste las relaciones entre las entradas y
las salidas (underfitting). Para evitar el overfitting y obtener modelos con el mayor grado de
ajuste posible pueden emplearse procedimientos de regularizacion como jitter (ruido afiadido
deliberadamente en las entradas durante el entrenamiento), weight decay (que afiade un
término de penalizacion en la funcidn objetivo) o el early stopping.

Early stopping consiste en emplear un set reducido de datos (set de validacion) para
computar el error del modelo periédicamente durante el entrenamiento. Estos datos de
validacion no son empleados para entrenar a la red, si no que sirven para determinar el
momento en el que el modelo deja de aprender y comienza a memoarizar las relaciones entre
los patrones de entrenamiento y sus salidas. Periédicamente durante el entrenamiento se
fijan los pesos de las conexiones entre las neuronas y se introducen los datos del set de
validacién computando el error cometido. En una evolucion tipica del entrenamiento de una
red el error de entrenamiento desciende de forma continua, mientras que el error de
validacién comienza descendiendo para, posteriormente, crecer cuando empieza a disminuir
el grado de generalizaciéon del modelo (Figura 2). Dado que durante la validacién los pesos
de la red son fijos, la red no aprende de dichos casos, sélo de los casos del training set.
Cuando las dos curvas de error son descendientes la red esta aprendiendo relaciones entre
las entradas y las salidas generalizables a casos que no pertenecen al set de
entrenamiento. En el momento en el que la curva del error de validaciébn comienza a crecer
(early stopping point), la red estd memorizando en los pesos de las conexiones entre las
neuronas las respuestas adecuadas a los casos del training set, informaciéon que no es
generalizable a los casos del set de validacion. Asi pues, aunque el error de entrenamiento
podria seguir descendiendo, el proceso de entrenamiento es detenido en el punto en el que
el error de validacién comienza a crecer, evitando de esta forma el overfitting.
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Figure 2: Evolucién del error de una ANN durante el entrenamiento.

Training error
— — Validation error

Error

Epochs

Este procedimiento permite entrenar ANNs con un elevado numero de conexiones en
relacion al nimero de datos de entrenamiento disponibles sin que se produzca el overfitting.
Es necesario remarcar que el error de validacién no es un estimador adecuado del grado de
generalizacion obtenido por la red, por ello, se emplea un tercer set de datos no empleado
para el entrenamiento (set de test) para comprobar el grado de generalizacién. Asi pues, el
procedimiento comunmente empleado es dividir los datos disponibles en tres sets: el set de
entrenamiento, que se emplea para entrenar la red, el set de validacion, que se emplea para
determinar el early stopping point, y el set de test, usado para validar el grado de
generalizacion del modelo ya entrenado. Existe cierta confusion en la literatura sobre el
nombre adecuado para cada uno de estos sets de datos (Sarle, 1997), y en muchas
ocasiones se emplea el término set de validacion para referirse al set de test, por ejemplo en
Chen et al., (2000) y en Chen et al. (2004).

3. Aplicaciones al problema de los LBDs

En Marras et al. (1993) se desarroll6 un estudio que trataba de relacionar los movimientos
del tronco y determinados aspectos del puesto de trabajo con el riesgo de padecer LBDs en
tareas repetitivas. El estudio comprendié 403 puestos de trabajo industriales que fueron
clasificados en tres grupos, bajo riesgo (124 casos), riesgo medio (168 casos) y alto riesgo
(111 casos). Para realizar la clasificacion de los puestos se analiz6 el riesgo asociado de
padecer LBDs empleando los registros médicos de las compafiias, registros de lesiones y
tasas de rotacion.

Zurada (Zurada et al. 1997) emple0 los datos de este estudio de campo para desarrollar una
FNN capaz de clasificar los puestos de trabajo en funcién del riesgo de padecer LBDs. En
este trabajo se seleccionaron aleatoriamente 124 puestos del grupo de bajo riesgo y 111 del
grupo de alto riesgo. El resto de los puestos fueron excluidos del estudio. 74 puestos de
cada grupo fueron empleados para el entrenamiento del modelo, los demas, 50 puestos de
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bajo riesgo y 37 alto riesgo fueron empleados para probar la FNN. Los datos contenian
cinco variables independientes que representaban factores de riesgo para el desarrollo de
LBDs: numero de levantamientos por hora (LIFTR), velocidad de giro media (PTVAVG),
momento maximo (PMOMENT), &ngulo sagital maximo (PSUB), y velocidad lateral maxima
(PLVMAX). La dunica variable dependiente (RISK of LBDs) podia tomar dos valores
discretos: ‘low risk’ and ‘high risk’. El procedimiento para determinar la arquitectura mas
adecuada de la red fue realizar un ndmero indeterminado de pruebas con diferentes
configuraciones topoldgicas con una Unica capa oculta, variando el nimero de neuronas
entre 8 y 20. En todos los casos se mantuvieron constantes el numero de variables de
entrada y la funcion de activacion de las neuronas (continua unipolar). Posteriormente, en
Chen et al. (2000), y empleando los mismos datos experimentales, se usé un procedimiento
heuristico que trataba de determinar cuéles de las 5 variables de los puestos analizados en
Marras et al. (1993) resultaban realmente significativas para el modelo neuronal y cuales
podian ser eliminadas. Ademéas el procedimiento establecia el ndmero adecuado de
neuronas en la Unica capa oculta del modelo. Los mismos autores, en Chen et al. (2004)
presentaron un nuevo procedimiento que permite obtener resultados similares con un set de
datos mas reducido o incompleto.

Para medir el grado de generalizacion de los modelos obtenidos, los autores midieron la
proporcion de los puestos de trabajo del set de test que fueron correctamente clasificados
(PCC). Denominando X, al nimero de puestos de trabajo de bajo riesgo correctamente
clasificados por el modelo, x; al nidmero de puestos de alto riesgo correctamente
clasificados, y siendo ng y n; el nimero de puestos de bajo y alto riesgo respectivamente, el
PCC se calcula como (Xo+ X1)/(not+ n;). Denominando como 0 al grupo formado por los
puestos de bajo riesgo y 1 al grupo formado por los puestos de alto riesgo, los autores
presentan los resultados mediante una matriz de confusién (Tabla 1). En dicha tabla PCCy y
PCC; se definen como Xo¢/ng y X1/n1, representando, respectivamente, la proporcion de casos
de bajo y alto riesgo correctamente clasificados. Los mejores resultados obtenidos para los
datos de test en Zurada et al. (1997), Chen et al. (2000) y Chen et al. (2004), estan
representados en la Tabla 2.

Tabla 1. Matriz de confusion

Clasificacion del modelo
0 1
. L 0 Xo No- Xo
Clasificacion real
Ny1- X1 X1
PCCy PCC;.
PCC
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La red desarrollada en Zurada et al. (1997) consistia en una FNN entrenada mediante BP,
con una unica capa oculta con 10 neuronas y una capa de salida con 2 neuronas. En todas
las neuronas se us6 una funcién de activacion unipolar continua. Los puestos se clasificaron
en funcién de la neurona de la capa de salida que ofreciera una salida mayor. La red fue
capaz de clasificar correctamente el 74,7% de los puestos de trabajo del set de test. En los
casos de Chen et al. (2000) y Chen et al. (2004), la red con mayor capacidad de
generalizacién fue una FNN con una capa oculta con cuatro neuronas que fue capaz de
clasificar correctamente el 79.3% de los puestos del set de test. En este caso los autores
determinaron que el modelo ofrecia mejores resultados eliminando la variable LIFTR, por lo
gue la red contaba con una entrada menos que la de Zurada et al. (1997).

Tabla 2. Resultados de estudios previos

Zurada et al. (1997) | Chen et al. (2000) | Chen et al. (2004)
Clasificacion del Clasificacion del Clasificacion del
modelo modelo modelo

0 1 0 1 0 1

Clasificacién | © 36 14 38 12 38 12

real 1| 8 29 6 31 6 31
0.720 0.784 0.760 0.838 0.760 0.838

PCC 0.747 PCC 0.793 PCC 0.793

En estos estudios el numero de elementos de proceso de las ANNs se mantiene bajo de
forma intencionada para evitar el overfitting. De acuerdo con la regla de Masters (1993),
dado el numero de casos de entrenamiento disponibles (148), el numero de conexiones
entre neuronas no deberia ser mayor que 74. La mejor red obtenida por Zurada et al. (1997)
tenia 80 conexiones entre neuronas, numero algo superior al limite recomendado por
Masters (1993). En el caso de Chen et al. (2000) y Chen et al. (2004), el nidmero de
conexiones de la mejor red localizada fue de 30, muy por debajo de dicho limite.

4. Material y métodos

En este estudio se utiliz6 un enfoque distinto en la obtencién de la arquitectura de la red. En
lugar de limitar el tamafio de las redes y el nimero de neuronas para evitar el overfitting, se
desarrollaron redes complejas, con un elevado nimero de conexiones, empleando early
stopping como mecanismo para evitar el overfitting. El objetivo fue obtener una red con una
mayor capacidad para establecer relaciones generalizadas entre las caracteristicas de las
tareas y el riesgo de provocar LBDs. La implementacion de este procedimiento resulta
menos laboriosa que el empleo de procedimientos heuristicos de bisqueda de arquitecturas
adecuadas, y el entrenamiento de las redes mas rapido debido a la parada temprana del
proceso. Para comparar este enfoque con los de estudios precedentes se emplearon los
datos del trabajo de campo de Marras et al. (1993) tal y como son descritos en Zurada et al.
(1997). Este ultimo trabajo presenta tablas con los datos de los 148 puestos (74 de bajo
riesgo y 74 de alto riesgo) empleados para el entrenamiento del modelo, y los 87 empleados
para el test (50 de bajo riesgo y 37 de alto riesgo).

Para poder aplicar el early stoppping para evitar el overfitting fue necesario dividir el training
set original en dos grupos, uno de los cuales se emplearia para el entrenamiento y el otro
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para la validacion. El test set se mantuvo sin modificacién. No existe una regla fija para
determinar el nUmero de casos adecuado para formar el set de datos de validacién, aunque
en Sarle (1995) puede encontrarse un estudio al respecto. De los 148 puestos de
entrenamiento se escogieron aleatoriamente 54 (27 de bajo riesgo y 27 de alto riesgo) para
formar el set de validacion. En total se empleé aproximadamente el 36.5% de los datos de
entrenamiento disponibles para la validacién. La Tabla 3 muestra la distribucién de los casos
en los diferentes sets. Los valores de las variables independientes fueron normalizados en el
intervalo [-0.9,0.9] y a la variable dependiente se le dio el valor -0.9 en los casos de puestos
de bajo riesgo y 0.9 en los de alto riesgo.

El tipo de red escogido para el estudio fue una Generalized Feedforward Network (GFN) con
tres capas ocultas. Una GFN es una FNN en el que las neuronas de cada capa, ademas de
estar conectadas con las de la siguiente capa, pueden saltar sobre ella y conectarse con las
capas posteriores. Dado que poseen un mayor nimero de conexiones, este tipo de redes
suelen entrenarse mas rapidamente que las FNN no generalizadas empleando el mismo
namero de elementos de proceso.

Tabla 3. Distribucién de los casos en los diferentes sets

Set de Set de Set de
; . g Total
entrenamiento validaciéon Test

Bajo 47 27 50 124
Riesgo

Alto 47 27 37 111
Riesgo

Total 94 54 87 235

Aungue en los problemas de clasificacion suele emplearse como criterio de error el nimero
de casos incorrectamente clasificados, algunas pruebas previas mostraron un mejor
resultado empleando como criterio de error el error medio cuadratico, es decir, la media de
los cuadrados de las diferencias entre las respuestas esperadas y las obtenidas.

Se decidi6 emplear como funciones de activacion tangentes hiperbdlicas en lugar de las
logisticas usadas en trabajos previos (Zurada et al. 1997). Estas dos funciones tienen un
comportamiento similar salvo por el rango de sus salidas, entre 0 y 1 en el caso de la
logistica, y entre -1 y 1 en el de la tangente hiperbdlica. El algoritmo de entrenamiento
empleado fue de tipo BP con momentum. El momentum es un término que introduce cierta
inercia en la actualizacién de los pesos de las conexiones, lo que acelera y estabiliza la
evolucion y evita la convergencia en un minimo local. EI momentum se fij6 en 0.7. El tamafio
de paso empleado fue 0.01 en la primera capa oculta, disminuyéndolo en un factor 5 en la
segunda capa oculta, y de nuevo en la tercera (Principe et al. 2000). Los pesos iniciales
fueron establecidos aleatoriamente con valores pequefios (con media 0 y rango entre -0.1 y
0.1). Este procedimiento es recomendable cuando se emplean funciones de activacién no
lineales para evitar la saturacion inicial de los elementos de proceso (Principe et al., 2000).

Dado que se pretendia generar un modelo basado en una red con un elevado numero de
conexiones, se fij6 el nUumero de elementos de proceso en un intervalo entre 16 y 20.
Aunque en Zurada et al. (1997) se probaron redes con entre 8 y 20 neuronas, la distribucion
en tres capas ocultas de los elementos de proceso y el que las neuronas de una capa estén
conectadas con todas las de las siguientes capas, provoca que el nimero de conexiones
entre neuronas sea mayor que en dicho trabajo. En el caso de la red mas grande probada
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en Zurada et al. (1997) existian 160 conexiones, en el caso de este trabajo, la red mas
pequefia probada contenia 166, y la mas grande 230. Por otra parte, el nUmero de casos de
entrenamiento disponible con el enfoque de este trabajo es inferior, debido a la necesidad
de emplear algunos casos como set de validacion.

Se entrenaron redes con 7, 8 y 9 neuronas en la primera capa oculta, 5, 6 y 7 en la segunda,
3 en la tercera y una Unica neurona en la capa de salida empleando el early stopping como
criterio de parada. Cada una de las redes fue entrenada 5 veces. Una vez alcanzado el early
stopping point en cada red se detuvo el entrenamiento y se midié el PCC sobre los casos del
test set, registrando el mayor PCC de los cinco entrenamientos realizados (Tabla 4). Las
redes que obtuvieron un PCC mas alto estaban compuestas por capas de 8, 6 y 3 neuronas
y por 9, 6 y 3 neuronas respectivamente. Se considerd la mejor red a la compuesta por
capas de 8, 6 y 3 neuronas debido a su mayor simplicidad. EIl nimero medio de ciclos de
entrenamiento necesarios para alcanzar el early stopping point fue de 2213, y el tiempo
medio de entrenamiento en un PC con un procesador de 1.83 GHz y 1GB de RAM fue de 28
segundos.

Tabla 4. PCCs de las diferentes redes sobre los datos de test.

Neuronas Neuronas Neuronas

Neuronas
en la en la en la en la
primera segunda  tercera cana de PCC, PCC, PCC
capa capa capa pe
salida
oculta oculta oculta
7 5 3 1 0.760 0.838 0.793
8 5 3 1 0.760 0.865 0.805
9 5 3 1 0.760 0.811 0.782
7 6 3 1 0.760 0.838 0.793
8 6 3 1 0.780 0.865 0.816
9 6 3 1 0.780 0.865 0.816
7 7 3 1 0.760 0.865 0.805
8 7 3 1 0.780 0.838 0.805
9 7 3 1 0.760 0.865 0.805

4. Resultados y discusion

La mejor red obtenida por el procedimiento descrito en el presente trabajo contenia 197
conexiones neuronales. Segun Masters (1993) el nimero de casos de entrenamiento
minimos necesarios para dicha red es de 394. Sin embargo, a pesar de que el training set
empleado contenia Unicamente 94 casos, la red fue capaz de alcanzar un grado de
generalizacion mayor que los de trabajos similares precedentes. EI PCC sobre los datos de
test fue aproximadamente un 6% mejor para los trabajos de bajo riesgo y un 8% para los de
alto riesgo que los obtenidos por Zurada et al. (1997). En el caso de Chen et al (2000) y
Chen et al (2004), la mejora fue de un 2% y un 3% aproximadamente (Table 5). Como
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indican los autores de estos trabajos es dificil obtener una mayor generalizaciéon a partir de
los datos de Marras et al. (1993), debido a la naturaleza compleja de la etiologia de los
LBDs, existiendo factores no contemplados en el estudio de Marras et al. (1993) y posibles
clasificaciones incorrectas en el trabajo de campo. La tabla 4 muestra también el PCC
obtenido por Marras et al. (1992) empleando regresién logistica. La capacidad predictiva de
los modelos basados en ANNs es mayor en todos los casos estudiados que los basados en
regresion. El modelo de Marras clasifica correctamente el 88% de los trabajos de bajo
riesgo, pero solo el 51% de los de alto riesgo. Este ultimo tipo de clasificacién incorrecta
puede resultar peligroso para la salud de los trabajadores.

Tabla 5. Comparacion de los resultados de trabajos previos y el nuevo enfoque.

Ch(;ra(;aé al.
(2004)
Clasificacion | Clasificacion | Clasificacion | Clasificacion del
del modelo del modelo del modelo modelo
0 1 0 1 0 1 0 1
Clasificacionl|O| 44 6 36 14 38 12 39 11
real 1| 18 19 8 29 6 31 5 32
0.880 | 0.514 | 0.720 |0.784| 0.760 | 0.838 | 0.780 0.865
PCC 0.724 PCC 0.747 PCC 0.793 PCC 0.816

El enfoque presentado en este estudio para obtener una ANN para la prediccion del riesgo
de padecer LBDs en puestos de trabajo con manejo manual de carga, proporciona
beneficios significativos tanto en el campo de la ergonomia como en otros ambitos. El
fundamental es la prediccion mas precisa de la clasificacion de los puestos industriales en
funcion del riesgo de producir LDBs. Este aumento de la precision resulta fundamental para
gue resulte una herramienta util al ergbnomo. El procedimiento presentado en este trabajo,
frente al empleo de métodos metaheuristicos de busqueda, supone un menor esfuerzo de
desarrollo y obtencién del modelo, obteniendo niveles de generalizacion superiores. Los
algoritmos genéticos o el recocido simulado son procedimientos globales de busqueda que
pueden evitar los minimos locales, pero son complejos de implementar, lentos, y requieren
de una cuidadosa parametrizacion. Por otra parte, el tiempo de entrenamiento de las redes
es menor debido a que el proceso es detenido cuando el error cometido por la red sobre el
set de validaciobn comienza a crecer. Como consecuencia, los errores en el set de
entrenamiento suelen ser mayores que en otros procedimientos, pero se consigue un mejor
PCC en la fase de produccion del modelo. En este sentido, se realiz6 una prueba
continuando el entrenamiento de la mejor red localizada durante 1500 ciclos una vez
superado el early stopping point. Como resultado se alcanz6 un PCC de entrenamiento
cercano a 0.94, sin embargo el PCC de test disminuyé hasta 0.62. En la Tabla 6 se
muestran los PCCs de la mejor red encontrada en este trabajo para cada uno de los sets de
datos. Estos resultados pueden compararse con los de Chen et al. (2000) y Chen et al.
(2004), en los que el PCC del training set de la mejor red fue superior (0.85), y en los que,
sin embargo, el PCC del test set fue inferior (0.79).
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Tabla 6. PCCs de la mejor red sobre los diferentes sets de datos.

entreSr?;r?w?ento Set de validacion Set de test
Clasificacion del Clasificacion del Clasificacion del
modelo modelo modelo
0 1 0 1 0 1
Clasificacion | © 37 10 19 8 39 11
real 1] 8 39 4 23 5 32
0.787 0.830 0.704 0.852 0.780 0.865
PCC 0.809 PCC0.777 PCC 0.816

En Chen et al. (2000) se empleé un método para eliminar del modelo variables
independientes que influyeran poco en la clasificacion de los puestos (backward elimination).
De forma similar, en Chen et al. (2004) se utilizé un procedimiento similar (forward selection
of input variables). En los dos casos, los mejores resultados se obtuvieron al eliminar del
estudio la variable LIFTR (tasa de levantamientos). En este estudio se realizaron pruebas
utilizando early stopping eliminando dicha variable, sin embargo, los resultados obtenidos
fueron peores que considerando las cinco variables originales. Se llevo a cabo un analisis de
sensibilidad con la mejor red obtenida empleando las cinco variables para conocer el efecto
gue cada variable producia en la salida. Para ello se calcul6 el valor medio de cada variable
en los casos del set de entrenamiento, se fijaron los pesos de los enlaces de la red
entrenada, y se emplearon dichos valores medios como entradas. Se perturbo
aleatoriamente el valor de una entrada alrededor de su valor medio manteniendo constante
el resto y midiendo la variacion de la salida. Este procedimiento se repitié para cada variable
de entrada. El resultado del analisis, expresado en porcentaje de influencia de cada entrada
respecto a la clasificacion del riesgo de los puestos, fue: LIFTR 14.00%, PTVAVG 3.04%,
PMOMENT 53.42%, PSUB 8.33%, and PLVMAX 21.21%. A partir de estos resultados puede
concluirse que el momento maximo es la variable que mas influye en la clasificacion del
riesgo de LBDs en el modelo obtenido, y que la tasa de levantamiento y la velocidad lateral
maxima tienen una influencia importante. Al contrario que lo propuesto en los estudios
anteriores, la influencia de la tasa de levantamiento es lo suficientemente significativa como
para no ser eliminada del modelo. La variable PTVAVG parece tener una influencia muy
pequefia en la clasificacion del riesgo y podria plantearse su eliminacion. No obstante, la
pequefia influencia de esta variable en las salidas del modelo no implica que PTVAVG no
sea un factor influyente en la aparicion de LBDs.

Aunque se ha conseguido un alto grado de generalizacion de las relaciones entre las
variables de entrada y la correspondiente clasificacién del riesgo, el modelo no es capaz de
clasificar correctamente el 18.4% de los casos (porcentaje medido sobre el test set). Los
motivos de las clasificaciones incorrectas pueden ser varios y probablemente relacionados
con los datos empleados para el entrenamiento de la red. Zurada et al. (1997) achaca los
errores de la red en la clasificacion de los puestos de trabajo a errores cometidos durante el
estudio de campo realizado por Marras et al. (1993). Fundamentalmente que los registros de
LBDs de las compafiias fueran incompletos o erréneos, 0 que no se contemplaran factores
psicologicos que pueden provocar un incorrecto registro del origen de algunas lesiones.
Chen et al. (2000) afirma que, dejando de lado los posibles errores del trabajo de campo, el
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empleo de algoritmos BP para el entrenamiento de las redes puede ser la causa de errores
en la clasificacion.

La mejor ANNs encontrada fue implementada en una aplicacion web (Figura 3) accesible
libremente a los lectores interesados en la direccién
http://www.ergonautas.com/herramientas/rnergo/rnergo.php. El usuario de la aplicacién debe
introducir los valores de las cinco variables del modelo correspondientes al puesto que se
quiera clasificar, obteniendo como salida la clasificacién del riesgo asociado al puesto. Es
necesario remarcar que en el trabajo de campo del que se han obtenido los datos para la
generacién del modelo se recogieron datos de puestos con unas caracteristicas concretas,
puestos estables con repetitividad elevada y levantamiento manual de cargas. Por este
motivo, el modelo so6lo debe ser empleado para clasificar puestos de las mismas
caracteristicas.

En este trabajo se ha probado que el empleo de redes de arquitectura compleja combinada
con procedimientos para evitar el overfitting como el early stopping, puede proporcionar
resultados superiores al empleo de procedimientos heuristicos para determinar la
arquitectura de la red en el caso de la prediccién del riesgo de LBDs. El enfoque planteado
en este trabajo proporciona una mayor capacidad predictiva, un mayor grado de
generalizacion y un menor coste de implantacion en cuanto a complejidad y tiempo de
desarrollo. No obstante, ambos enfoques no son excluyentes, e investigaciones futuras
pueden plantear la combinacién de técnicas metaheuristicas con procedimientos para evitar
el overfitting como el early stopping.

Figura 3: Aplicacién web que implementa el modelo neuronal

Riesgo de lumbalgias por levantamiento de carga
Herramienta de diagnostico basada en el estudio de Marras 1993

Esta herramienta emplea una Red Meuronal Artificial para predecir el riesgo de aparicion de trastornos misculo
esqueléticos a partir de ciertos datos del levantamiento. Su desarrollo se ha basado en el estudio de Marras et al 1993
que analizé 403 puestos de trabajo con levantamiento de carga y |a incidencia de trastornos en los mismos.

MARRAS, W.S., LAVENDER, S.A., LEURGANS, SE., RAJULU, S.L., ALLREAD, W.G., FATHALLAH, F.A. AND FERGUSON, S.A., 1993. THE ROLE OF
DYNAMIC THREE DIMENSIONAL TRUNK MOTION IN OCCUFATIONALLY RELATED LOW BACK DISORDERS. SFINE 18, 617528,
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